CONICET

% o %" UNIVERSIDAD
! v

gNACIONAL

DE COLOMBIA

C\!

0 DE ENERGIA ELECTRICA '

Wta

2025

Fault Classification Methods in Electric Power Systems: A

review
Una revision sobre métodos de clasificacion de fallas en sistemas
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ABSTRACT

Faults in electrical systems directly affect the quality and continuity of service, making their classification an essential field of research
for the reliable operation of the grid. This paper presents a literature review of 93 publications obtained primarily from the Web of
Science database, organized according to five methodological categories: signal processing, machine learning, hybrid methods,
deep learning, and advanced hybrid approaches. The analysis shows that hybrid methods are the most represented category, as
they combine signal processing techniques with machine learning models, while over the last decade there has been sustained
growthin deep learning, supported by increased computational capacity and data availability. These findings highlight that, although
classical tfechniques remain applicable, emerging methodologies enable more accurate and faster fault classification, which is key
o strengthening the resilience of electrical systems and contributing to the improvement of power quality indicators.
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RESUMEN

Las fallas en los sistemas eléctricos afectan de manera directa la calidad y continuidad del servicio, por lo que su clasificacion se ha
convertido en un campo de investigacion esencial para la operaciéon confiable de la red. Este articulo presenta una revision
bibliogrdfica de 93 publicaciones obtenidas principalmente de la base de datos Web of Science, organizadas segin cinco
categorias metodoldgicas: procesamiento de senales, aprendizaje de maquina, métodos hibridos, aprendizaje profundo y enfoques
hibridos avanzados. El andlisis muestra que los métodos hibridos constituyen la categoria mds representada, al combinar técnicas de
procesamiento de senales con modelos de aprendizaje automdtico, mientras que en la Ultima década se evidencia un crecimiento
sostenido del aprendizaje profundo, favorecido por la mayor capacidad computacional y disponibilidad de datos. Estos hallazgos
destacan que, aungue las técnicas cldsicas contindan siendo aplicables, las metodologias emergentes permiten una clasificacion
mds precisa y rapida de fallas, lo que resulta clave para fortalecer la resiliencia de los sistemas eléctricos y contribuir a la mejora de
los indicadores de calidad de la energia.

Palabras clave: [aprendizaje de maquinal, [aprendizaje profundo], [clasificacién de fallas], [sistemas de potencial
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Introduccion

Los sistemas eléctricos de potencia constituyen un servicio
esencial para el desarrollo y funcionamiento en el mundo entero.
No obstante, estos sistemas son vulnerables a fallas de diversa
indole, que en muchos casos ocasionan interrupciones del servicio
y afectan la estructura del sistema, la seguridad del consumidor y
directamente los indices de calidad de la energia [I]. La
identificacion oportuna de estas fallas es fundamental para que las
empresas del sector eléctrico en las areas de generacion,
transmision y distribucion puedan optimizar el disefio de las redes,
la configuracién de los sistemas de proteccion, la planificacion del
mantenimiento y la mejora continua de los indicadores de calidad

(2], [3]-

Este problema no es reciente: las fallas en los sistemas eléctricos
de potencia han estado presentes desde sus inicios. A lo largo del
tiempo, diversos investigadores han desarrollado multiples
métodos para su clasificacion [4], [5], [6]. Estos enfoques se han
diversificado considerablemente con el crecimiento de la
capacidad computacional desde la década de 1980 [7]. El
desarrollo de algoritmos numéricos Yy, posteriormente, la
implementacion de redes neuronales artificiales ha abierto un
amplio campo de investigacion. Actualmente, los métodos mas
modernos integran
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algoritmos de procesamiento de senales, técnicas de optimizacion
y modelos de aprendizaje profundo. Por ejemplo, en [8] se
propone una metodologia que utiliza una etapa inicial de
procesamiento de sefales mediante algoritmos clasicos, seguida
de una optimizacién de parametros con el método de gradiente
descendente estocastico para el entrenamiento de una red
neuronal.

En este articulo se presenta una revision bibliografica de los
métodos existentes para la clasificacion de fallas en sistemas
eléctricos de potencia. El documento se organiza de la siguiente
manera: en la seccién de Criterios de Blsqueda se describe el
proceso de blsqueda de literatura, las bases de datos utilizadas y
las ecuaciones de busqueda aplicadas; en la seccion de Clasificacion
de Métodos, se presenta la categorizacion de los articulos dado el
método de clasificacion utilizado, en la seccién de Resultados se
detallan los métodos mas relevantes segiun los criterios
establecidos, junto con la clasificacion de los articulos
encontrados, las tendencias y el andlisis de métodos aplicables se
presentan en la seccion de Discusion.

Analisis bibliométrico
Para la realizacion de analisis bibliométricos se definieron los
términos claves de blsqueda con el objetivo de identificar los

métodos utilizados para la clasificacion de fallas en sistemas
eléctricos de potencia.

Los términos claves que se encontraron fueron los siguientes:

Keyword Termino clave

Fault Falla

Classification Clasificacion

Power system | Sistema de potencia

Tabla 1 Términos claves
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Para la busqueda bibliografica se utilizo la base de datos de Web
of Science, posteriormente se estableci6 la ecuacion de busqueda
basados en las palabras claves y tomando algunos sinénimos de los
términos de la Tabla I:

("fault* classification") AND ("Power System*") OR ("distribution
line*") OR ("power line*").

La basqueda inicial arroj6 un total de 193 resultados.
Posteriormente, se aplicé un filtro para seleccionar Unicamente los
articulos que incluyeran el término 'fault classification' en el titulo,
obteniéndose asi 93 resultados. Estos articulos conforman la base
de datos bibliogrifica analizada en este estudio.*

La Error! Reference source not found. presenta una red de
co-ocurrencia generada con la herramienta bibliométrica
VOSviewer, la cual permite visualizar la relacion entre palabras
clave y temas asociados.

Clasificacion de métodos

Se plantean las siguientes clases basadas en los métodos usados en
la clasificacion de fallas.

I. Procesamiento de senales

2. Método de aprendizaje de maquina
3. Método hibridos

4. Métodos de aprendizaje profundo
5. Métodos hibridos avanzados

Adicionalmente, se cred una categoria para aquellos articulos que
no pudieron clasificarse en ninguna de las cinco clases anteriores,
etiquetadas como “No ML/ No PS”, (No Machine Learning / No
Processing Signals).

A continuacion, se describen cada una de las clases definidas.
Procesamiento de seiales

Los métodos de procesamiento de sefales se basan en el uso de
herramientas como las transformadas de Fourier, Wavelet , S-
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Transform, entre otras, aplicadas como etapa de
preprocesamiento de los datos. Esta categoria agrupa los articulos
cuya base metodolégica radica en estas técnicas, sin la
incorporacion de algoritmos de aprendizaje de maquina como por
ejemplo en ([9],[10]). Generalmente, se utilizan algoritmos de
clasificacion basados en reglas o umbrales.

El uso de métodos basados en procesamiento de senales
constituye uno de los enfoques mas antiguos en la clasificacion de
fallas [I1]. Estos métodos, que con frecuencia se combinan con
otras herramientas, se caracterizan por emplear técnicas de
descomposicion de senales para extraer la informacion necesaria
que alimenta un algoritmo de clasificacion, usualmente basado en
reglas.

El método mas conocido es la Transformada de Fourier, la cual se
ha utilizado en [12] para descomponer las componentes de la sefal
de falla y asi facilitar su clasificacion. Sin embargo, una de las
principales limitaciones de la Transformada de Fourier en el
analisis de sefales transitorias es su incapacidad para proporcionar
informaciéon temporal precisa sobre las frecuencias presentes en
la sefal.

Esta limitacion se supera mediante el uso de la Transformada
Wavelet, que permite un analisis tanto en el dominio del tiempo
como de la frecuencia. En [10] se implementa un método basado
en el andlisis de la entropia de los coeficientes obtenidos mediante
la Transformada Wavelet, empleando especificamente la entropia
de Shannon como indicador para un algoritmo de clasificacion.

Otra opcion es utilizar EMD (Empirical Mode Decomposition),
por ejemplo, en [7] realizan la descomposicion para realizar la
clasificacion a partir de los componentes de frecuencia.

Métodos de aprendizaje de maquina - Machine learning

Los métodos de aprendizaje de maquina emplean algoritmos
clasicos como las maquinas de vectores de soporte SVM (Support
Vector Machine) , ANN (Redes neuronales artificiales )y diversos
métodos de optimizacion. Este tipo de enfoques predomina en los
articulos mas antiguos, caracterizados por limitaciones en la
capacidad computacional y conjuntos de datos menos complejos.

El uso de algoritmos de aprendizaje de maquina en problemas de
clasificacion es uno de los enfoques mas comunes en la literatura.
Por ejemplo, en [13] se realiza la clasificacion de fallas en sistemas
edlicos utilizando el algoritmo K-means, el cual se basa en el
agrupamiento de datos en clases mediante el calculo de la distancia
euclidiana. Cuanto menor sea esta distancia entre los datos, mayor
sera su similitud, lo que permite asignarlos a una misma clase.

Este enfoque también fue usado en [14] donde se presenta un
método de clasificacion de fallas en sistemas basados en
inversores, en este articulo también se usa el algoritmo de
Randoms forest y realiza la comparacion de los resultados de
ambos métodos.

También se utilizan modelos como MTLS-LR (Multi-Task Latent
Structure learning of Logistic Regression), como se presenta en
[15], donde el caso de estudio corresponde a fallas en sistemas de
distribucion. Este tipo de métodos requiere la presencia de D-
PMUs (Distribution-level phasor measurement units) distribuidas,
las cuales no son comunes en los sistemas de distribucion actuales.

Los datos de entrada para la clasificacion suelen ser sefales de
tension o corriente. Por ejemplo, en [12], se emplea la oscilografia
proveniente de sistemas SCADA (Supervision, Control vy
Adaquisicion de Datos), y dichos datos son utilizados en un modelo
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de clasificacion basado en una red neuronal con regularizacion
bayesiana.

Métodos Hibridos

Los métodos hibridos combinan técnicas de procesamiento de
sefales con algoritmos de aprendizaje de maquina. Se distinguen
por incorporar una etapa de preprocesamiento en la que se
aplican transformadas como Fourier, Wavelet o S-transform, con
el objetivo de extraer caracteristicas relevantes de las senales.
Estas caracteristicas se utilizan posteriormente como variables de
entrada en los modelos de clasificacion.

Por ejemplo, en [16], se logra una clasificacion de fallas en menos
de medio ciclo de onda, utilizando una combinacion de DWT
(Discrete wavelet transform) y WPD (Wavelet packet
decomposition) como técnicas de procesamiento de senales,
seguidas del entrenamiento de una SVM para la clasificacion.

Otro ejemplo de métodos hibridos se encuentra en la referencia
[17] que presenta un estudio de la relacion de la ondicula
seleccionada en la transformada Wavelet con el rendimiento de
algoritmos de clasificacion de aprendizaje de maquina

Métodos de aprendizaje profundo - Deep learning

Los métodos de aprendizaje profundo se fundamentan en el uso
de redes neuronales profundas, es decir, redes con multiples capas
ocultas. Estos enfoques representan las técnicas mas avanzadas,
impulsadas por la creciente disponibilidad de datos y los avances
en capacidad computacional, lo que permite entrenar modelos
altamente complejos con resultados cada vez mas precisos.

Un ejemplo de este tipo de métodos se encuentra en [18], donde
se utiliza un modelo de CNN (Red neuronal convolucional) para
la clasificacion automatica de fallas en DG (Redes de distribucion
con generacion distribuida). Los resultados se comparan con los
de métodos de aprendizaje de maquina, destacando un menor
tiempo de inferencia del modelo propuesto. Cabe destacar que el
modelo se entrena y valida utilizando exclusivamente datos
simulados.

Métodos Hibridos Avanzados

Por ultimo, los métodos hibridos avanzados se caracterizan por
combinar técnicas de aprendizaje profundo con procesamiento de
sefales, integrando codificaciones especializadas o interacciones
entre modelos para mejorar el desempeno en la clasificacion de
fallas.

Por ejemplo, en [19], se combina el procesamiento de sefales
clasico con redes neuronales convolucionales, o bien se emplean
métodos que codifican las sefiales en imagenes para su posterior
uso en el entrenamiento de redes preentrenadas, mediante la
técnica de transfer learning.

Resultados

La Figura 2 muestra la clasificacion de los articulos en cada una de
las categorias, luego de realizar el andlisis conforme a los criterios
descritos en la seccion anterior.
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La clasificacion de los articulos en cada categoria se presenta en la estudio
Tabla 2.
La mayoria de las publicaciones modela o estudia métodos en
sistemas de transmision, representando un 68,1 % del total,
Clase Referencia equivalente a 62 publicaciones. En comparacion, 25 publicaciones
se enfocan en sistemas de distribucion, lo que representa el 27,5 %
Procesamiento | [10], [9], [20], [12], [21].[22], [23].[24], de los resultados totales. Solo 4 publicaciones se centraron en
de sefales [25],[26], [27], [28],[29] .[30]1, [II], [31], sistemas de generacion. En la siguiente tabla se presentan los
[32], [33], [34] articulos asociados a cada una de estas categorias.
Aprendizaje de | [13], [35], [36], [37], [38], [39], [40], Tipo de | Referencia
maquina [41],[42], [15], [43], [44], [6], [45], [46], [47], sistema
[81149], [0, 141, 311, 15231331 Generacién | [13], [12], [82], [93]
Hibrid 16, [8], [71, [54]1, [55], [56], [17], [1], [57], -
pride ESS%, [ []59[]’] [[60]]'[ [2|][, ][eg],[]ss[],] E64}, Transmision | [75], [8], [7], [54], [56], [76], [17], [10], [57],
21651661, [67], [68]. [69]. [70], [71], [72], (%1 13¢). 1381 771, 1331, ). [800, 9L [o 1
151, [731, [741 . [3] [39], [62], [90], [63], [64], [40], [80]1, [65],
[42], [91], [66], [67], [69], [6]. [21], [23], [46],
Aprendizaje [75], [76], [77]. [78], [79]. [80], [!8]. [8!]. [70], [47], [81], [71], [92], [88], [72], [24], [S],
profundo [82], [83], [84], [85], [86], [86] [25], [26], [83], [27], [28], [29], [30], [II],
__ [311, [84], [73], [74], [32], [49], [50], [33], [3]
Hibridos [87],[88], [89], [19]
avanzados Distribucion | [16], [14], [55], [35], [11, [87], [78], [79], [41],
[2], [15], [68], [44], [22], [45], [22], [18], [89],
No ML/ No PS | [90], [91], [92], [93] [851, [48], [19], [86], [4], [511, [51], [52], [34]
Tabla 2 Resumen de clasificacion de articulos por tipo NA [43], [53]

de método de clasificacion

Los articulos generalmente se basan modelos de lineas de
transmision, distribucion y unos cuantos, a nivel de generacion, a
continuacion, se presenta el porcentaje de las publicaciones
teniendo el tipo de sistema en la Figura 3.
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Tabla 3 Clasificacion de articulos por tipo de sistema de
estudio.

A continuacion, se muestra la publicacion de articulos a lo largo
de los afios de 2003 al 2025, teniendo en cuenta el tipo de método
usado.



Articulos agrupados por Afio de Publicacién y Clase

Cantidad de Articulos

. s O N B DD
FFfFSF I I TP TS PSP
Aiio de Publicacion

Clase
B No ML/NoPs
[ Procesamiento de sefiales tradicional
BN Aprendizaje de maquina

B Hibrido
[ Deep learning
B Hibridos avanzados

Figura 4 Articulos agrupados por afio de publicacién y
clase

Los métodos mas comunes son los hibridos, como se observa en
la Figura 4. En los ultimos afios, ha aumentado el nimero de
publicaciones que emplean técnicas de aprendizaje profundo y
métodos hibridos avanzados.

Conteo de Publicaciones por Pais

Figura 5 Conte de publicaciones por pais — figura propia

La mayoria de las publicaciones identificadas provienen de India,
seguida por Estados Unidos, China y Brasil como se observa en la
Figura 5. Este predominio de India puede explicarse por el rapido
crecimiento de su sistema eléctrico en las dltimas décadas,
acompanado de inversiones en redes inteligentes y una alta
penetracion de generacion distribuida, lo que ha impulsado la
necesidad de métodos avanzados de clasificacion de fallas. Ademas,
el pais cuenta con un ecosistema académico y de investigacion muy
activo en ingenieria eléctrica y ciencias computacionales, que ha
favorecido la produccion cientifica en este campo. En contraste,
Estados Unidos y China concentran esfuerzos asociados a la
modernizacién de redes de gran escala y a la integracion de
energias renovables, mientras que en Brasil destacan los estudios
orientados a la confiabilidad en sistemas de transmision y
distribucion debido a la extension de su red. Este andlisis
contextual permite comprender mejor las diferencias regionales
observadas y resalta como las prioridades tecnoldgicas y los
desafios energéticos propios de cada pais influyen en la evolucién
de la literatura sobre clasificacion de fallas.

Discusion

La tendencia en los métodos de clasificacion de fallas muestra un
crecimiento sostenido, impulsado por el desarrollo de nuevos
enfoques que combinan diversas técnicas, como se observa en la
Figura 4. Por otra parte, los métodos mas recientes corresponden

a aquellos que emplean aprendizaje profundo, ya sea como base
principal o en combinacidon con técnicas de procesamiento de
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sefnales. No obstante, los métodos de aprendizaje de maquina e
hibridos contintan siendo relevantes en la literatura y mantienen
su vigencia.

El andlisis bibliografico muestra que los articulos centrados en
lineas de transmisién son mas comunes que aquellos enfocados en
lineas de distribucion. El predominio de estudios sobre sistemas
de transmision en la literatura técnica y académica, en
comparacion con los sistemas de distribucion, responde a una
combinacion de factores técnicos, histéricos y practicos. A
continuacion, se explican los principales motivos.

e Impacto econdmico operativo: Las fallas en los
sistemas de transmision pueden generar apagones
masivos que en consecuencia pueden generar pérdidas
econémicas mayores a las de una falla en el nivel de
distribucion.

e Acceso a datos: Las redes de transmision pueden
tienden a tener sistemas de medicion mas robustos,
como por ejemplo los PMUs ( Phasor Measuremen
Units), sistemas de medicion que en pocos sistemas de
distribucion se tienen.

e Modelos estandarizados: Los sistemas de
transmisién presentan modelos mas homogéneos y
estandarizados, en los que se consideran de manera
consistente parametros de impedancia de las lineas,
balanceo de fases, condiciones tipicas de carga y
topologias  representativas  del  sistema.  Esta
estandarizacion facilita la construccion de modelos de
simulacion comparables entre distintos estudios y ha
permitido que la mayoria de las investigaciones se
concentren en este nivel de red, en contraste con la
mayor variabilidad y complejidad que caracteriza a los
sistemas de distribucion.

Si bien existe un extenso cuerpo de literatura dedicado a la
clasificacion de fallas en sistemas de transmision, el sistema de
distribucion presenta retos U(nicos que aun no han sido
suficientemente abordados. La falta de sensores, la complejidad
topoldgica y la alta variabilidad operativa representan una
oportunidad para el desarrollo de nuevas metodologias que
permitan una clasificacion mas robusta y contextualizada de fallas
en redes de distribucién modernas.

Las técnicas clasicas de ML (Machine Learning) e hibridas simples
son las mas aplicables hoy en dia para la mayoria de los operadores
de red, especialmente en distribucion. Esto se debe a que manejan
bien datos limitados, ruidosos, no balanceados o parcialmente
etiquetados. Ademas, pueden implementarse con infraestructura
computacional moderada y sin requerir grandes reformulaciones
del sistema actual.

Del total de 93 articulos analizados, 84 corresponden a enfoques
cuantitativos sustentados en simulaciones, métricas comparativas,
algoritmos de clasificacion y validaciones con datos reales o
sintéticos. En contraste, solo 9 articulos se ubican en la categoria
cualitativa, centrados en reflexiones conceptuales o propuestas
metodoldgicas sin respaldo numérico directo. Este desequilibrio
evidencia que, aunque la literatura ha avanzado significativamente
en técnicas de clasificacion del tipo de falla, persiste una brecha en
la incorporacién de andlisis causales mas profundos, lo cual limita
la comprension integral del fenémeno. En consecuencia, resulta
prioritario el desarrollo de metodologias que integren
simultaneamente la identificacion del tipo eléctrico de la falla con
la inferencia de su causa raiz, favoreciendo asi la toma de



decisiones correctivas mas efectivas y la resiliencia operativa de
los sistemas eléctricos.

Conclusiones

La clasificacion de fallas en sistemas eléctricos ha evolucionado
significativamente, pasando de técnicas tradicionales de
procesamiento de sefales a enfoques modernos basados en
aprendizaje profundo. Esta diversidad metodoldgica refleja la
complejidad del problema y la necesidad de adaptar los métodos
a las caracteristicas particulares de los datos disponibles y del
sistema eléctrico en estudio.

Los métodos hibridos, que combinan procesamiento de senales
con algoritmos de aprendizaje de maquina, constituyen la categoria
mas representada en la literatura revisada (28 %). Esta
combinacién permite aprovechar las ventajas de ambos enfoques
y ha demostrado ser eficaz, especialmente en escenarios con datos
complejos o ruido estructural.

En la ultima década, ha aumentado notablemente el uso de redes
neuronales profundas para la clasificacion de fallas, impulsado por
el crecimiento en capacidad computacional y la disponibilidad de
datos. Aunque su adopcion aun es incipiente en comparacién con
métodos clasicos, su desempeio superior en tareas complejas los
posiciona como una linea de investigacion prometedora.

Un 68,1 % de los articulos analizados se enfocan en sistemas de
transmision, mientras que solo el 27,5 % se orientan a sistemas de
distribucion. Esto se debe a factores como la mayor disponibilidad
de datos, la estandarizacion de modelos y el mayor impacto
econdémico asociado a fallas en transmision. Sin embargo, los
sistemas de distribucion presentan retos Unicos que abren
oportunidades para nuevas investigaciones. Entre las lineas futuras
mas relevantes se encuentran el desarrollo de métodos robustos
capaces de operar con datos limitados y ruidosos, la clasificacion
de fallas en redes con alta penetracion de generacion distribuida y
microgrids, la incorporacion de D-PMUs y sensores inteligentes
para mejorar la observabilidad, asi como enfoques que integren no
solo la identificacion del tipo eléctrico de la falla, sino también la
inferencia de su causa raiz. Estas direcciones de investigacion
permitiran avanzar hacia metodologias mas adaptadas a la
complejidad y variabilidad de las redes de distribucion modernas.

La mayoria de las investigaciones se centran en clasificar el tipo
eléctrico de la falla (monofasica, bifasica, etc.), pero no en
identificar su causa raiz. Esto limita la efectividad de las acciones
correctivas. Por tanto, es esencial avanzar hacia metodologias que
integren la clasificacion del tipo de falla con la inferencia de su
origen fisico, promoviendo sistemas eléctricos mas resilientes.

Aunque los métodos basados en aprendizaje profundo son
técnicamente superiores, los enfoques clasicos y los hibridos
simples siguen siendo mas viables para la mayoria de los
operadores de red, especialmente en sistemas de distribucion,
debido a sus menores requerimientos computacionales y mayor
adaptabilidad a datos limitados o ruidosos.
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Disponibilidad de datos

Este estudio se basa exclusivamente en literatura cientifica
publicada. No se generaron ni analizaron nuevos datos, por lo
tanto, no aplica la comparticion de datos.

Si bien los métodos revisados han mostrado un desempefo
sobresaliente en entornos simulados y controlados, existen
limitaciones practicas asociadas a la calidad y disponibilidad de los
datos. La sensibilidad a errores en la medicion de fasores puede
generar clasificaciones incorrectas, especialmente en escenarios
de alta impedancia o en presencia de armonicos. El ruido en las
sefales, tanto en tension como en corriente, también afecta la
robustez de los algoritmos, reduciendo su capacidad de
generalizacion. Adicionalmente, muchos de los enfoques
dependen de la precision de equipos de medicion avanzados, como
PMU:s o relés digitales, cuya instalacion en sistemas de distribucion
aun es limitada. Finalmente, la propagacién de errores en las
técnicas de estimacion constituye un desafio para la aplicacion
practica, ya que pequenas desviaciones en los parametros de
entrada pueden amplificarse y comprometer la fiabilidad de la
clasificacion. Estos aspectos resaltan la necesidad de desarrollar
métricas mas resilientes y adaptadas a condiciones reales de
operacion.
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