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Abstract 
The Internet of Things (IoT) increasingly relies on cloud computing for data processing and decision-making, introducing latency, connectivity, 
and privacy risks in sensitive domains such as assisted living and smart homes. This paper presents the Ollama-Integrated Edge Architecture 
(OLLiE), which enables local reasoning on embedded IoT devices using quantized large language models (LLMs). OLLiE was implemented 
in an assisted smart home scenario using Raspberry Pi 5, ThingsBoard, Redis, Ollama, and local and cloud-based LLMs from the Gemma, Phi, 
and Qwen families. The evaluation considered functional metrics, including precision, recall, and F1-score, and non-functional metrics, such 
as latency, RAM usage, CPU load, temperature, and estimated energy consumption. Results reveal a trade-off between inference speed, privacy, 
and computational sustainability. Cloud models achieved lower latency (2.5–3.1 s), whereas local models preserved edge processing with 
higher latency (76–115 s). Among them, phi-3.5-mini (Q2_K) achieved the best local inference quality. 
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Modelo de Inteligencia Artificial en el borde basado en Ollama para 
inferencia local en dispositivos de Internet de las cosas 

 
Resumen 
El Internet de las Cosas (IoT) depende cada vez más de la computación en la nube para el procesamiento de datos y la toma de decisiones, lo 
que introduce riesgos de latencia, conectividad y privacidad en dominios sensibles como la vida asistida y los hogares inteligentes. Este artículo 
presenta la Arquitectura de Borde Integrada con Ollama (OLLiE), que permite el razonamiento local en dispositivos IoT embebidos mediante 
modelos de lenguaje de gran tamaño (LLM) cuantizados. OLLiE fue implementada en un escenario de hogar inteligente asistido utilizando 
Raspberry Pi 5, ThingsBoard, Redis, Ollama y modelos LLM locales y basados en la nube de las familias Gemma, Phi y Qwen. La evaluación 
consideró métricas funcionales, incluyendo precision, recall y F1-score, y métricas no funcionales, como latencia, uso de RAM, carga de CPU, 
temperatura y consumo energético estimado. Los resultados revelan un compromiso entre la velocidad de inferencia, la privacidad y la 
sostenibilidad computacional. Los modelos en la nube alcanzaron menor latencia (2.5–3.1 s), mientras que los modelos locales preservaron el 
procesamiento en el borde con mayor latencia (76–115 s). Entre ellos, phi-3.5-mini (Q2_K) obtuvo la mejor calidad de inferencia local. 
 
Palabras clave: Internet de las cosas; dispositivo embebido; inteligencia artificial; modelo extenso de lenguaje; computación en el borde. 

 
 
 

1 Introducción 
 
Los recientes avances de la digitalización de servicios de 

monitoreo y de control automático han evidenciado un 
crecimiento apresurado del Internet de las Cosas (IoT) [1]. 
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Consecuentemente, la heterogeneidad de los dispositivos, los 
estándares de comunicación inalámbrico y los protocolos de 
comunicación máquina a máquina (M2M) han impulsado su 
implementación en sectores clave de la sociedad moderna 
como la salud, la industria, los hogares, el transporte, entre 
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otros [2]. La interconexión de dispositivos en estos entornos 
da origen a grandes ecosistemas que integran sensores, 
actuadores, electrodomésticos y nodos pasarelas que hacen 
posible su conexión a Internet [3] para recopilar, transmitir, 
almacenar y analizar datos del entorno real y así llevar a cabo 
acciones automáticas e inteligentes que controlen de manera 
coherente el mundo real [1].  

Aún con su capacidad transformadora, los dispositivos 
IoT enfrentan restricciones técnicas, particularmente en lo 
que respecta a su capacidad de procesamiento, de 
almacenamiento en memoria y en lo relacionado al consumo 
energético dado que estos dispositivos deben estar operativos 
24/7 para así, monitorear de manera continua e 
ininterrumpida el entorno donde fueron instalados [4]. Estas 
restricciones, computacional y energéticamente dificultan la 
ejecución de modelos avanzados de Inteligencia Artificial 
(IA) localmente [4].  

Frente a estas restricciones, el paradigma predominante 
empleado en el desarrollo de sistemas IoT que adoptan 
modelos de IA ha sido el procesamiento empleando la 
computación en la nube (cloud computing). Los fundamentos 
de este paradigma determinan que los datos son enviados a 
servidores remotos para realizar tareas complejas como 
procesos de entrenamiento, inferencia y recomendaciones 
automáticas [4]. La Computación en la nube, aunque 
efectivo, introduce problemas como latencia elevada, 
dependencia de conectividad, y riesgos de seguridad y 
privacidad en las comunicaciones entre los dispositivos de la 
red y los datos capturados y transmitidos en el ciberespacio 
[5]. Frente a ello, la Computación en el borde (edge 
computing) surge como una alternativa que habilita la 
ejecución de algoritmos de IA y de otra índole directamente 
en los dispositivos localizados en la capa de percepción de 
IoT [6], reduciendo la latencia que se origina en el 
procesamiento en la nube y protegiendo la información del 
usuario al no depender de servicios de terceros para su 
almacenamiento [7]. 

En este contexto, la Computación en el borde da la 
posibilidad de integrar modelos ligeros de Lenguajes de Gran 
Tamaño (LLMs) cercanos a los dispositivos IoT y que éstos 
se ejecuten localmente, aprovechando así los datos 
capturados para generar información y llevar a cabo acciones 
automáticas e inteligentes sobre entornos reales como: robots 
industriales, coches autónomos, drones, dispositivos 
vestibles, entre otros [8]. Herramientas como Ollama [9] 
pueden simplificar el proceso de ejecución de LLMs como 
Llama, Mistral o Gemma [10], y así integrar estos modelos 
de lenguaje en hardware con recursos limitados [8]. Esto abre 
oportunidades en el desarrollo de aplicaciones como la 
conducción autónoma [5], la fabricación inteligente [5] o el 
monitoreo médico en tiempo real [11], donde la respuesta 
inmediata y la privacidad son esenciales. Sin embargo, la 
adaptación y despliegue de estos modelos en sistemas 
embebidos de bajo consumo, continúa presentando desafíos 
técnicos no triviales. La literatura actual muestra una clara 
tendencia hacia la descentralización del procesamiento de la 
IA, motivada por limitaciones técnicas, y exigencias éticas y 
de privacidad, pero aún existe un vacío en cuanto a guías de 
implementación prácticas y replicables para este tipo de 
escenarios [2,4,5,7,8,12,13].   

Ante este panorama, el presente estudio ha explorado 
soluciones tecnológicas centradas en la creación de una 
arquitectura y mecanismos que aportan en la superación de 
las limitaciones para implementar LLMs en el borde de redes 
de IoT y ejecutar la IA localmente sin depender de la nube. 
Así, la investigación ha dado respuesta a la siguiente 
pregunta de investigación: ¿cómo implementar un LLM (i.e., 
Ollama) en el borde de los dispositivos embebidos IoT para 
llevar a cabo tareas de predicción eficiente considerando las 
restricciones computacionales y energéticas del hardware, y 
reduciendo la dependencia de la nube? Para lograr este 
propósito, el estudio se planteó el objetivo general enmarcado 
en diseñar e implementar un prototipo de IA basado en 
Ollama para realizar tareas de razonamiento en el borde de 
un ecosistema IoT de Inteligencia Ambiental (AmI) de 
manera que exista un aporte sustancial en la reducción de la 
dependencia de la nube y la optimización del uso de recursos 
computacionales de los dispositivos embebidos de redes IoT. 
Además, el estudio ha analizado las limitaciones de 
infraestructura tecnológica de las redes IoT en hogares 
domóticos y plantea una arquitectura eficiente para su 
integración con modelos del lenguaje que ayudan a potenciar 
la “inteligencia” de los dispositivos. En este sentido, estos 
modelos se han explotado para que la red IoT cree de manera 
automática las reglas de control basadas en la información de 
contexto medido por los sensores interconectados. 

A nivel metodológico, el estudio también ha generado 
una guía técnica de implementación que sirve como base para 
desarrolladores e investigadores que enfrenten desafíos 
similares. La guía desarrollada constituye un marco 
reproducible para futuras investigaciones en la que se 
requiera integrar LLMs en dispositivos embebidos 
conectados a IoT que potencien sus capacidades cognitivas 
en la creación automática y ejecución de reglas, algoritmos o 
toma de decisiones adaptadas al entorno y a los usuarios. 

El presente estudio se organiza de la siguiente manera: la 
sección 2 presenta las bases conceptuales sobre la 
Computación en el borde en IoT y la ejecución local de 
modelos de IA con Ollama; la sección 3 describe la 
metodología, que incluye la descripción de aspectos 
metodológicos y los materiales usados en la 
experimentación; la sección 4 presenta una descripción de la 
arquitectura propuesta; la sección 5 expone la 
implementación y los resultados de las pruebas en un entorno 
de AmI orientado a la asistencia de personas mayores; y la 
sección 6 presenta las conclusiones y los trabajos futuros. 

 
2 Bases teóricas 

 
2.1 LLM en el contexto del IoT 

 
La Computación en el borde se presenta como un 

paradigma computacional que emerge en respuesta al 
desarrollo del IoT [14] y la propagación de dispositivos 
ubicados en los alrededores de este tipo de redes, permeando 
la vida cotidiana y diveErsos sectores industriales como la 
automoción autónoma, la domótica, la robótica de 
manufactura, entre otras. El crecimiento significativo del 
número de dispositivos conectados a Internet, que se 
proyectó que superaría los 50 mil millones para el año 2020 
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[14], ha dado lugar a la generación de datos a gran escala. 
Al año 2025 solo en el contexto de IoT se proyectaron 19.8 
billones de conexiones y a 2034 se espera conectar al 
ciberespacio un total de 40.6 billones de dispositivos 
compatibles con interfaces heterogéneas de comunicación 
IoT interoperables entre sí (Fig. 1).   

Tradicionalmente, la Computación en la nube ha 
centralizado la resolución de problemas relacionados con el 
almacenamiento y el procesamiento de datos. Para ello, lo 
más común fue la transferencia de toda la información a un 
centro de datos en la nube a través de la red [15]. No 
obstante, la centralización ha dado lugar a diversos 
inconvenientes, entre los que figuran los siguientes: la 
saturación del ancho de banda, la disminución de la 
velocidad de respuesta, la insuficiencia en términos de 
seguridad y la falta de privacidad [16]. Estas cuestiones 
evidencian que la Computación en la nube ha dejado de ser 
adecuada para satisfacer las variadas necesidades de 
procesamiento de datos en sistemas de tiempo real y en 
sistemas en los que la privacidad prima sobre la 
funcionalidad, un ejemplo particular de éstos, son sistemas 
de monitoreo de la salud en hospitales inteligentes. 

Por su parte, los LLMs han emergido como sistemas 
avanzados de IA, evidenciando habilidades destacadas en 
diversas tareas relacionadas con el Procesamiento del 
Lenguaje Natural (PLN) y en otros ámbitos [17]. Estos 
modelos poseen la capacidad de procesar y generar texto de 
manera coherente, así como de generalizar en diversas 
tareas como lo hacen los seres humanos.  El desarrollo de 
los LLMs ha sido motivado por la demanda de modelos 
generalizados que sean capaces de abordar tareas 
complejas, tales como la traducción automática, la 
generación de resúmenes, la recuperación de información y 
las interacciones conversacionales usando lenguaje natural.  

La transición hacia los LLMs se atribuye 
fundamentalmente a las innovaciones en la arquitectura de 
transformers, al incremento de las capacidades 
computacionales y a la disponibilidad de conjuntos de datos 
de entrenamiento a gran escala [17]. Esta transición 
conllevó un incremento en los parámetros del modelo, que 
pasaron de decenas a cientos de miles de millones, así 
 

 

Figura 1. Proyecciones del número de conexiones de IoT. 
Fuente: Portal Statista, 2025. 

 

Figura 2. Integración de LLM en redes IoT. 
Fuente: Propia. 

 
 

como en el tamaño del conjunto de datos de entrenamiento, 
que se amplió a varios terabytes [17].  

Estos modelos de lenguaje integrados con IoT (IoT-
LLM) se plantean como un servicio de cómputo central 
(tipo nube/servidor) al que se conectan los dispositivos IoT, 
y no como un modelo pesado que viva directamente en cada 
sensor [18]. Sin embargo, gracias a que han empezado a 
surgir LLMs ligeros, optimizados para correr en el borde, 
éstos se empiezan a llevar a este terreno del IoT y se 
empieza a implementarlos en los propios dispositivos. Así, 
los LLMs en el borde surgen como elemento clave para 
cumplir los requisitos de baja latencia, privacidad y 
autonomía propios de los escenarios IoT (Fig. 2). Además, 
su implementación permite dotarlos de inteligencia 
autónoma, razonamiento y capacidad de adaptación, 
superando las limitaciones de los enfoques tradicionales 
basados en reglas previamente predefinidas [19]. 

 
2.2 Integración de LLM en dispositivos embebidos IoT 

 
Profundizando en los desafíos técnicos, Arjunan [4] 

identifica obstáculos clave como la latencia, el consumo 
energético, la necesidad de procesamiento en tiempo real y 
la baja capacidad de memoria en dispositivos IoT. Mediante 
un enfoque teórico-experimental los autores proponen 
técnicas de cuantización y el empleo de modelos ligeros del 
lenguaje como alternativas viables para la ejecución de 
algoritmos de IA en el borde. Esta estrategia buscó 
mantener la precisión del modelo mientras reducía el uso de 
recursos computacionales. 

Complementando el análisis técnico de la integración de 
LLMs en el borde, Wakili y Bakkali [5] abordaron la 
dimensión de la privacidad en sistemas IoT y compararon 
diversos esquemas de seguridad. Su análisis determinó que 
el procesamiento en la nube conlleva riesgos significativos 
para la confidencialidad de los datos en contraste con la 
ejecución local que mejora sustancialmente la autonomía y 
la seguridad operativa. Estas evidencias justifican la validez 
de las estrategias de procesamiento embebido de datos 
como una estrategia más ética y robusta. 

 



González-Castillo et al /  DYNA, (93)242, pp. 128-138, July - September, 2026. 

131 

En términos de viabilidad técnica en este mismo contexto 
tecnológico, McIntosh et al. [8] analizaron el rendimiento de 
LLMs como LLaMA y Mistral ejecutados localmente para la 
anonimización de reportes médicos. Los resultados 
evidenciaron que estos modelos pueden funcionar 
eficientemente en dispositivos con recursos relativamente 
limitados, esto es, con tan solo 4 a 8 GB de RAM y sin GPU; 
manteniendo tiempos de respuesta aceptables y alta 
precisión. Esta validación práctica respalda la utilización de 
herramientas como Ollama para ejecutar modelos en 
dispositivos con recursos limitados en el borde de redes IoT. 

Por otro lado, Kalita [6] introdujo un enfoque innovador 
de comunicación semántica en redes IoT distribuidas 
mediante el empleo de LLMs. El objetivo del estudio se 
enfocó en mejorar la comprensión contextual y el 
procesamiento de datos incluso en condiciones de 
conectividad intermitente. Las simulaciones realizadas 
demostraron que los LLM pueden optimizar la toma de 
decisiones descentralizadas reforzando así el valor 
estratégico de su uso en el borde, un aspecto indispensable en 
los dispositivos IoT que requieren operar bajo condiciones de 
autonomía e inteligencia de manera que aprovechen los datos 
capturados a partir de sus sensores interconectados o de 
aquellos que otros dispositivos contraparte comparten con 
ellos para el cumplimiento de objetivos colaborativos. 

Finalmente, Shen et al. [13] propusieron una arquitectura 
de Edge AI autónoma, impulsada por LLMs, destacando 
cómo la ejecución local de LLM permite una inteligencia 
conectada más eficiente. Su investigación evidencia 
beneficios notables en velocidad de inferencia, seguridad y 
consumo energético, lo que amplía las posibilidades para 
aplicaciones IoT embebidas más inteligentes que ayudan a 
dar sentido a los datos de manera que las acciones de control 
en la red IoT sean más precisos y coherentes; similar a cómo 
lo haría un experto humano. 

 
3 Metodología  

 
3.1 Materiales y métodos 

 
Esta investigación adoptó un diseño técnico-experimental 

con enfoque mixto, orientado al diseño, implementación y 
evaluación de una arquitectura de IA en el borde para 
entornos IoT asistenciales. El componente cuantitativo 
permitió medir el desempeño de LLM ejecutados localmente 
y en la nube mediante métricas de calidad de inferencia, 
latencia, uso de recursos y consumo energético; mientras que 
el componente cualitativo permitió analizar la viabilidad 
técnica, restricciones de implementación y pertinencia de la 
arquitectura en escenarios AmI de acompañamiento a 
personas mayores. Dado el carácter técnico del estudio, no se 
trabajó con población humana, sino con un entorno domótico 
asistencial simulado que representó situaciones cotidianas de 
una persona mayor que vive sola, permitiendo evaluar OLLiE 
en condiciones controladas, comparables y orientadas a 
preservar la privacidad de los datos en IoT. 

El entorno experimental se implementó sobre 
ThingsBoard Community Edition [20], integrando sensores 
de movimiento, apertura de puertas, variables ambientales, 
presión en cama o sillón, pastillero inteligente y dispositivos 

vestibles. El procesamiento local se distribuyó en dos nodos 
Raspberry Pi 5 [21] con 4 GB de RAM y un procesador ARM 
Cortex-A76 de 64 bits a 2.4 GHz, complementado de una 
placa aceleradora de IA Raspberry Pi AI HAT+ que facilita 
la ejecución de tareas de IA en entornos con recursos 
limitados [22]: uno encargado de recibir telemetría, 
normalizar datos, almacenar contexto y construir prompts; y 
otro dedicado a la inferencia local mediante Ollama v0.12.10 
[23]. El sistema fue desarrollado en Go 1.25.3, con Redis 
v8.4 [24] para conservar información contextual durante 24 
horas mediante TTL, y Python junto con pandas [25], psutil 
[26], scikit-learn [27] y matplotlib [28] para el análisis y 
visualización de resultados. Además, se incorporaron 
modelos en la nube mediante OpenRouter para comparar el 
rendimiento de modelos locales cuantizados frente a modelos 
remotos de mayor capacidad computacional [29]. 

Se evaluaron LLM ligeros y cuantizados compatibles con 
Ollama, seleccionados por su potencial de ejecución en 
dispositivos embebidos, disponibilidad en configuraciones 
optimizadas y pertinencia para tareas de razonamiento textual 
en IoT. La selección se apoyó en el análisis de viabilidad 
presentado en [10], considerando el equilibrio entre capacidad 
inferencial, restricciones de memoria y compatibilidad con 
Raspberry Pi 5. Los modelos locales considerados fueron 
Gemma-2-2B-Instruct, Qwen-2.5-1.5B-Instruct y Phi-3.5-
mini-Instruct, con distintos niveles de cuantización; además, se 
incorporaron modelos en la nube mediante OpenRouter como 
línea base comparativa en calidad de inferencia y latencia [29]. 
Para reducir sesgos experimentales, todos los modelos se 
evaluaron con los mismos prompts, escenarios y parámetros de 
inferencia: ventana de contexto de 4096 tokens (num_ctx), 
temperatura de 0.3 y top-p de 0.9. En los modelos locales, el 
uso de CPU se limitó mediante systemd con una CPUQuota de 
300 %, correspondiente a tres de los cuatro núcleos ARM de 
Raspberry Pi 5. 

 
3.2 Variables y métricas de evaluación 

 
Las variables independientes del estudio fueron el tipo de 

modelo, el entorno de ejecución y el nivel de cuantización. El 
tipo de modelo permitió comparar distintas familias LLM, 
como Gemma, Phi y Qwen; el entorno de ejecución 
distinguió entre inferencia local en Raspberry Pi y ejecución 
remota en la nube; y el nivel de cuantización permitió 
analizar el efecto de la reducción del tamaño del modelo 
sobre la calidad inferencial y el uso de recursos. Las variables 
dependientes se agruparon en tres dimensiones: calidad de 
inferencia, evaluada mediante precision, recall y F1-score; 
eficiencia temporal, medida a través de la latencia end-to-
end; y eficiencia física, valorada mediante uso promedio de 
CPU, memoria RAM, temperatura del dispositivo y consumo 
energético estimado. 

La latencia end-to-end se calculó registrando una marca 
temporal al recibir la solicitud HTTP y otra tras obtener la 
respuesta completa del modelo. En los modelos locales, esta 
medición incluyó la construcción del prompt, el 
procesamiento por Ollama y la generación de la respuesta, 
considerando despreciable el tiempo de red debido al uso de 
una red Gigabit Ethernet. El consumo energético se estimó 
mediante integración discreta de la potencia instantánea 
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durante la inferencia, con muestreos cada 100 ms usando psutil 
[26] y lecturas de voltaje y corriente disponibles en 
/sys/class/hwmon/ del Raspberry Pi. Esta métrica permitió 
estimar el costo energético por inferencia y valorar la 
viabilidad de cada modelo en escenarios de operación 
continua. 

 
3.3 Protocolo experimental 

 
El protocolo experimental se estructuró en seis etapas 

secuenciales. En primer lugar, ThingsBoard generó 
telemetría simulada desde los sensores del hogar domótico 
con un intervalo de emisión de 30 segundos [20]. En segundo 
lugar, el módulo de entrada desplegado en Raspberry Pi 5 
recibió la información mediante solicitudes HTTP POST 
dirigidas al endpoint /api/v1/telemetry. En tercer lugar, los 
datos fueron normalizados y almacenados en Redis como 
pares clave-valor, conservando el historial contextual durante 
24 horas [24]. 

En cuarto lugar, el sistema construyó dinámicamente los 
prompts a partir del estado actual del entorno y de un resumen 
contextual obtenido desde Redis. Estos prompts incluyeron 
información sobre condiciones ambientales, eventos de 
movimiento, uso del mobiliario inteligente, apertura de 
puertas, estado del pastillero y actividad del usuario. En 
quinto lugar, los prompts fueron enviados al motor de 
inferencia correspondiente, ya sea localmente mediante 
Ollama [23] o remotamente mediante OpenRouter [29]. 
Finalmente, las respuestas generadas por cada modelo fueron 
interpretadas y transformadas en acciones sobre el sistema, 
tales como alertas, recomendaciones, activación de 
iluminación, ventilación, recordatorios de medicación o 
mensajes de voz. 

Para garantizar comparabilidad, todos los modelos 
recibieron los mismos escenarios de entrada y se evaluaron bajo 
las mismas reglas de decisión. Cada escenario incluyó un 
conjunto de acciones esperadas definidas previamente a partir de 
los requisitos funcionales del sistema. La respuesta de cada 
modelo fue comparada contra este conjunto de referencia para 
identificar acciones correctas, omitidas y espurias. 

 
4 Arquitectura OLLiE 

 
La arquitectura OLLiE (Arquitectura de Inteligencia 

Artificial en el Borde Basada en Ollama), ilustrada en Fig. 3, 
plantea un diseño integral para un sistema de monitoreo 
inteligente que fusiona tecnologías emergentes de IoT con 
tecnologías compatibles con la Computación distribuida en el 
borde. El objetivo primordial de este estudio, y 
consecuentemente, los requisitos técnicos que la arquitectura 
planteada debía cumplir, era permitir el desarrollo de sistemas 
autónomos, eficientes y capaces de llevar a cabo análisis 
avanzados directamente en el entorno donde se generaban los 
datos, es decir, en el borde de los propios dispositivos. De allí 
que la arquitectura planteada en este estudio se estructuró en tres 
capas interconectadas. Desde la capa más inferior hasta la capa 
de más alto nivel están: la capa de percepción de IoT que se 
interconecta con la capa de comunicación y finalmente, ésta 
integra a la capa del borde donde toman decisiones los 
dispositivos conectados a IoT.  

 
Figura 3. Arquitectura propuesta. 
Fuente: Propia. 

 
 
La capa de percepción de IoT funciona como una capa de 

orquestación y telemetría IoT y es gestionada mediante la 
plataforma ThingsBoard. Esta capa está configurada para 
operar como centro de ingesta y procesamiento inicial de 
telemetría de los datos medidos por los sensores o 
dispositivos físicos IoT. A través de ThingsBoard se 
implementaron Rule Chains personalizadas a partir de las 
cuales fue posible integrar dispositivos diseñados para 
emular el comportamiento de sensores reales en un entorno 
de hogar domótico que da apoyo y asistencia a personas 
mayores. Estos sensores constituyeron la fuente primaria de 
datos del sistema y permitieron llevar a cabo acciones de 
monitoreo continuo y granular del entorno.  

La capa intermedia denominada Capa de Comunicación 
se implementó bajo el uso del protocolo HTTP y mediante el 
uso de servicios RESTful. Esto ayudó a proporciona un 
mecanismo de intercambio de datos ligero claro, estructurado 
y compatible con una amplia variedad de dispositivos y 
servicios actuales que son capaces de recibir y generar datos 
en formato JSON. Esta capa opera como una interfaz de 
abstracción entre los nodos sensores y la unidad de 
procesamiento central de manera que se garantice la 
integridad de los paquetes y el determinismo temporal en la 
ingesta de los flujos de datos. 

Finalmente, la tercera capa y la más crucial de la 
propuesta fue la capa Edge. En esta capa se concentró el 
núcleo del análisis y la toma de decisiones en el borde de IoT; 
esto es, el procesamiento local para los dispositivos. En esta 
capa el “Módulo de Entrada” se definió como un primer nodo 
implementado sobre Raspberry Pi en el cual se recibió los 
datos enviados por la capa de comunicación y se realizó el 
preprocesamiento necesario, como filtrado, normalización y 
estructuración de la información. Además, este módulo se 
encargó de generar prompts que sirvieron como contexto 
para el subsistema de IA. Paralelamente, los datos procesados 
fueron almacenados en una base de datos histórica basada en 
Redis lo cual permitió mantener registros da datos accesibles 
para realizar análisis posteriores y para enriquecer la 
contextualización del sistema IoT. 
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El componente central de IA se ejecuta en un segundo 
nodo que implementa el motor Ollama, habilitando la 
ejecución local de modelos de lenguaje de gran tamaño 
cuantizados. Este subsistema permite realizar inferencias 
basadas tanto en el estado actual del ecosistema IoT como en 
información histórica acumulada, posibilitando la generación 
de recomendaciones y acciones automatizadas sin 
dependencia de servicios en la nube. 

En este contexto, la arquitectura OLLiE adopta el 
paradigma H2R-IoT (History-to-Rules Paradigm for IoT) 
como principio de diseño fundamental. Bajo este paradigma, 
los dispositivos IoT no se limitan a ejecutar reglas estáticas 
predefinidas, sino que son capaces de derivar reglas implícitas 
de control a partir del análisis de datos históricos y estados 
actuales del sistema. Estas reglas, formuladas conceptualmente 
como relaciones del tipo “si ocurre X, priorizar Y”, actúan 
como mecanismos de filtrado, priorización y delimitación 
semántica del proceso de inferencia, reduciendo la ambigüedad 
y aumentando la coherencia de las acciones generadas. 

El paradigma H2R-IoT se materializa mediante la 
normalización sistemática de los datos, la gestión explícita de 
eventos críticos y el empaquetado controlado de la información 
que se envía al asistente de IA. De este modo, la arquitectura 
favorece salidas concisas, accionables y alineadas con los 
límites operativos del sistema, lo cual resulta especialmente 
relevante en entornos asistenciales donde la seguridad, la 
previsibilidad y la responsabilidad ética son prioritarias. 

Entonces, la toma de decisiones ocurre directamente en el 
borde de IoT, aprovechando las inferencias del subsistema de 
IA para ejecutar acciones o generar alertas sin depender de 
conectividad externa. Este enfoque optimiza la latencia, 
mejora la resiliencia operativa y garantiza la continuidad del 
sistema incluso en escenarios de conectividad limitada, 
posicionando a OLLiE como una arquitectura robusta, 
escalable y adecuada para aplicaciones de monitoreo 
avanzado y respuesta inteligente.  

 
5 Resultados y discusión 

 
5.1 Escenario implementado 

 
La arquitectura OLLiE fue objeto de evaluación en un 

contexto de hogar digital asistencial destinado al apoyo para 
el cuidado de personas mayores. Este entorno, ilustrado en 
Fig. 4 fue diseñado para proporcionar seguridad, apoyo en 
salud, mediante la integración de sensores IoT (i.e., sensor de 
movimiento, luces, sensores de presión, botones, entre otros). 

El entorno replicó las condiciones de vida de un adulto 
mayor que vive solo, con un perfil característico de 78 años 
y bajo supervisión remota. Este escenario se planteó con el 
propósito de validar la capacidad de la arquitectura OLLiE 
para monitorizar variables ambientales y conductuales en 
tiempo real y realizar inferencias locales fundamentadas en 
datos históricos, generar recomendaciones y acciones 
automatizadas sin la necesidad de depender de la nube. A 
partir del procesamiento en el borde de IoT nuestra propuesta 
hace énfasis especial en la privacidad de los datos personales 
de los usuarios. 

 

Se utilizaron datos generados a partir de la plataforma 
ThingsBoard. Estos datos fueron recolectados de sensores 
IoT que medían variables en un entorno de hogar domótico 
enfocado en proveer apoyo asistencia a personas mayores. 
Entre las variables medidas por estos sensores se incluyen las 
siguientes: 
• Estados de apertura y duración apertura de puertas 

(principal, nevera y armario de medicinas), 
• Ocupación y tiempo de uso de mobiliario inteligente 

(cama y sillón),  
• Detección de presencia mediante sensores PIR ubicados 

en dormitorio y pasillo, 
• Estado del pastillero inteligente usado para proveer y 

monitorear la toma de medicinas (aperturas, tiempos 
programados y registro de toma de medicación), y 

• Estado del ambiente natural del interior del hogar 
medido a través de variables ambientales como: 
temperatura (°C), humedad relativa (%) y nivel de CO₂ 
(ppm) en el salón.  

La telemetría generada por los dispositivos simulados se 
transmitió a ThingsBoard mediante el protocolo HTTP 
(implementado en el servidor http://rt.ugr.es:8953/login) con 
intervalos de 30 segundos. Para llevar a cabo la generación 
de los datos en este intervalo de tiempo se emplearon cadenas 
de reglas (Rule Chains) configuradas específicamente para 
dicho fin. Además, se identificaron y canalizaron los eventos 
pertinentes hacia el modelo de lenguaje local. Para una mejor 
comprensión de la distribución física de los sensores y 
actuadores en Fig. 4 se detalla la ubicación de los éstos en las 
diferentes áreas del hogar simulado. En el plano de la misma 
figura se muestra también los dispositivos empleados para el 
procesamiento local del LLM (Raspberry PI). 

 
5.2 Evaluación de requisitos funcionales del sistema 

 
En correspondencia con el escenario ilustrado en la  
, se definieron requisitos funcionales y restricciones del 

sistema orientados a la prevención y al acompañamiento 
cotidiano de personas mayores, con un alcance claramente 
delimitado y evitando inferencias clínicas o interpretaciones 
complejas. El sistema debía detectar sedentarismo 
prolongado (RF-01) mediante sensores de presencia, 
cama/sillón y consumo eléctrico, generando mensajes de voz  
 

Figura 4. Diagrama esquemático del entorno experimental. 
Fuente: Propia. 
 
 

http://rt.ugr.es:8953/login
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y alarmas suaves que fomenten el movimiento, sin evaluar 
causas médicas. Asimismo, debía supervisar la calidad 
ambiental (RF-02), en particular niveles elevados de CO₂, 
emitiendo avisos y recomendaciones de ventilación sin 
control físico directo. De forma similar, debía vigilar la 
condición térmica del hogar (RF-03) y emitir acciones 
preventivas sin realizar ajustes automáticos.  

Además, debía responder a patrones de actividad 
nocturna (RF-04) activando iluminación tenue para facilitar 
la movilidad, sin evaluar explícitamente el riesgo de caída. 
También debía detectar consumos eléctricos elevados o 
inusuales (RF-05), generando alertas informativas sin 
desagregación detallada. Finalmente, debía identificar 
aperturas prolongadas de puertas (RF-06), emitiendo alarmas 
o recordatorios por voz sin interpretar el contexto. En 
conjunto, estos requisitos aseguran un comportamiento 
coherente, comprensible y éticamente responsable, centrado 
en la prevención, la asistencia y el bienestar. La Tabla 1 
resume los requisitos funcionales evaluados tras la 
implementación de la arquitectura OLLiE y sus principales 
limitaciones. 

 
5.3 Evaluación de los prompts usados por el LLM 

 
La interacción con el LLM cuantizado se llevó a cabo a 

través de un esquema de prompts simplificado y estructurado. 
Este enfoque fue diseñado con el propósito de minimizar la 
sobrecarga del contexto y optimizar el procesamiento en 
dispositivos con recursos limitados.  Se utilizó un prompt de 
sistema conciso con el propósito de establecer el rol y el 
formato de respuesta esperada.  Los prompts de usuario se 
limitaron a los datos de telemetría del entorno domótico 
asistencial los cuales fueron organizados en objetos JSON de 
forma compacta. En Fig 5 se detalla la estructura del prompt 
antes mencionado. 

La estructura de datos se organizó en dos secciones: una 
que detalla el estado actual de cada dispositivo y otra que 
sintetiza el comportamiento histórico. Una de las variables 
que guarda datos históricos en la base de datos es la tarea 
relacionada con la gestión del pastillero. En la sección de 
información actual se presentan los registros del  
 
Tabla 1. 
Requisitos funcionales del sistema de apoyo a la asistencia. 

Req. 
Id 

Descripción 
del requisito Alcance  Limitación 

RF-01 Detección de 
sedentarismo 

Monitorea inactividad 
y genera alertas.  

No evalúa 
causas clínicas 

RF-02 
Calidad 

ambiental 
(CO₂) 

Controla CO₂; activa 
ventilación y alarmas.  

Sin control 
físico 

RF-03 Condición 
térmica 

Supervisa temperatura 
para alertas 
preventivas.  

Sin ajuste 
automático 

RF-04 Actividad 
nocturna 

Detecta movimiento y 
activa iluminación.  

Sin evaluación 
de riesgo 

RF-05 Consumo 
elevado 

Monitoriza servicios y 
alerta por anomalías.  

Sin 
desagregación 

RF-06 Apertura 
prolongada 

Alerta por aberturas 
con tiempo inusual.  

Sin contexto de 
acceso 

Fuente: Propia. 
 

Figura 5. Prompts usados por el LLM para inferir y generar reglas. 
Fuente: Propia. 

 
 

pastillero los cuales indican la ingesta de las dosis prescritas. 
Asimismo, se incluyen los datos del sensor del sillón que 
reporta tanto la ocupación como el tiempo de uso. También se 
detallan las mediciones ambientales del salón que abarcan la 
temperatura, la humedad y los niveles de CO₂ en el hogar 
domótico. Por último, se ofrecen los valores del dispositivo 
vestible el cual refleja la frecuencia cardíaca y el nivel de 
actividad física de la persona mayor. Además, se emplea un 
resumen contextual mínimo obtenido de Redis que constituyen 
los datos registrados previamente.  

Los prompts empleados para la evaluación comparativa, 
tanto en entornos locales como en la nube fueron generados 
de manera idéntica a partir de un mismo escenario (Fig. 5) 
implementado en ThingsBoard, garantizando condiciones 
homogéneas de evaluación. La comparación entre el número 
de acciones esperadas y las acciones efectivamente generadas 
por cada modelo permite identificar desviaciones relevantes 
en el grado de alineación, las cuales varían en función de la 
arquitectura del modelo y de su método de implementación. 

Fig 6 muestra que algunos modelos presentan una tendencia 
marcada a la sobre-generación de acciones. En particular, 
Microsoft/phi-3.5-mini y su variante cuantizada phi-3.5-mini 
(Q2_K) exhiben un comportamiento hiperactivo, alcanzando 
valores promedio significativamente superiores al umbral 
esperado (≈1.7), con picos cercanos a ≈3.9 acciones. Este 
comportamiento indica que el modelo ejecuta las acciones 
requeridas por el escenario, pero introduce pasos adicionales no  

 

 
Figura 6. Relación entre acciones generadas y acciones esperadas. 
Fuente: Propia.  
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solicitados, lo que evidencia razonamiento redundante o 
generación de acciones espurias. Este patrón es consistente 
con observaciones previas sobre una mayor tasa de falsos 
positivos y una reducción de la precisión operativa. 

En contraste, se identifican modelos cuyo comportamiento 
se mantiene más próximo al valor esperado, destacando gemma-
2-2b y qwen-2.5-7b. Estos modelos presentan desviaciones 
moderadas, lo que indica un equilibrio favorable entre 
completitud y contención en la generación de acciones. Dicha 
alineación resulta especialmente relevante en escenarios IoT y 
domóticos, donde la ejecución de acciones innecesarias puede 
introducir inestabilidad en el sistema o generar efectos no 
deseados. En este contexto, estos modelos pueden considerarse 
más adecuados para el escenario asistencial evaluado, al 
priorizar respuestas coherentes y controladas frente a estrategias 
de razonamiento excesivamente expansivas. 

Por otro lado, se observa una tendencia a la sub-generación o 
comportamiento conservador en varios modelos locales 
cuantizados, particularmente gemma-2-9b y qwen-2.5-1.5b 
(Q3_K_M), los cuales no alcanzan de manera consistente la cuota 
mínima de acciones necesarias para una respuesta adecuada al 
escenario (Fig. 6). Este déficit evidencia interrupciones en la 
cadena de ejecución lógica y sugiere una pérdida de persistencia 
inferencial en tareas más complejas. 

En conjunto, estos resultados evidencian que la 
cuantización implica un compromiso crítico entre eficiencia 
computacional y fiabilidad funcional: algunos modelos 
reducen recursos, pero generan ejecuciones incompletas, 
mientras otros producen acciones redundantes. Por ello, la 
idoneidad de un modelo no depende solo de su tamaño o 
complejidad, sino de su capacidad para alinearse de forma 
estable con los requisitos operativos del escenario. 

 
5.4 Evaluación de la precisión del LLM 

 
La evaluación de las métricas de precisión muestra una 

división funcional significativa entre los modelos 
cuantizados ejecutados localmente y las arquitecturas de 
 

 

 
Figura 7. Métricas de precisión de los LLM. 
Fuente: Propia 

mayor escala ejecutadas en la nube (Fig. 7). El modelo 
cuantizado phi-3.5-mini (Q2_K) se distingue por alcanzar el 
mayor valor de recall (0.69), seguido por gemma-2-2b 
(Q4_K_M), con un recall de 0.50. Este comportamiento 
sugiere que phi-3.5-mini (Q2_K) posee una notable 
capacidad para recuperar acciones esperadas dentro del 
escenario domótico asistencial evaluado, lo cual resulta 
relevante en contextos preventivos donde la omisión de una 
alerta puede afectar la utilidad del sistema. 

No obstante, la diferencia observada entre recall y 
precision indica que una mayor recuperación de acciones 
esperadas puede estar acompañada de la generación de 
acciones adicionales o redundantes. En este sentido, phi-3.5-
mini (Q2_K) presenta el mejor desempeño local en términos 
de F1-score (0.45), pero su uso en escenarios reales debería 
complementarse con mecanismos de validación o filtrado de 
acciones, con el fin de evitar respuestas excesivas o poco 
pertinentes. 

En contraste, los modelos de mayor tamaño ejecutados en 
la nube, como qwen-2.5-7b, presentan un perfil más estable 
en términos de latencia y una relación más controlada entre 
acciones generadas y esperadas. Sin embargo, su ejecución 
requiere la transmisión de datos a servicios externos, lo que 
reduce su idoneidad en escenarios sensibles donde la 
privacidad y la autonomía local constituyen requisitos 
prioritarios. 

Por otro lado, el modelo qwen2.5-1.5b (Q3_K_M) 
muestra el F1-score más bajo (0.20). Se evidencia que la 
reducción extrema del tamaño del modelo y la cuantización 
pueden afectar la calidad inferencial y la completitud de las 
acciones generadas. Por tanto, aunque este modelo presenta 
ventajas físicas en términos de uso de RAM, latencia local y 
consumo energético, su desempeño funcional es limitado 
frente a opciones locales más robustas como Gemma o Phi. 

 
5.5 Evaluación de los requisitos no funcionales del 

sistema 
 
El análisis de la distribución de latencia muestra una clara 

diferencia entre los entornos de ejecución. Fig 8 evidencia 
que los modelos ejecutados en la nube requieren tiempos de 
respuesta casi inmediatos, con medianas consistentemente 
inferiores a 5 s y una varianza reducida. En contraste, las 
implementaciones cuantizadas para ejecución local 
experimentan una penalización temporal significativa debido 
a las restricciones del hardware subyacente. En específico, 
gemma-2-2b (Q4_K_M) y phi-3.5-mini (Q2_K) registran 
latencias medias superiores a los 100 s, situándose en el 
extremo de mayor tiempo de inferencia dentro del conjunto 
evaluado. 

Es importante señalar que, pese a la cuantización 
agresiva, el modelo qwen2.5-1.5b (Q3_K_M) logra un 
rendimiento temporal local más favorable, con una latencia 
aproximada de 76 s. Aunque este valor sigue siendo 
considerablemente superior al de los modelos ejecutados en 
la nube, representa la menor latencia entre los modelos 
locales. Esta observación destaca el costo temporal de la 
inferencia en el borde: la privacidad, el control local de los 
datos y la autonomía operativa se obtienen a cambio de un 
mayor tiempo de procesamiento. 
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Figura 8. Variabilidad de la latencia de inferencia por modelo. 
Fuente: Propia. 

 
 

 
 
Figura 9. Distribución del (a) consumo de CPU y (b) RAM durante la 
inferencia para cada modelo, y (c) del consumo de energía y (d) temperatura.  
Fuente: Propia. 

Por otro lado, la evaluación de las métricas físicas de 
ejecución muestra el costo real de ejecutar procesos de 
inferencia en dispositivos locales. Como se ilustra en Fig 9d, 
existe una relación entre la latencia y el consumo energético, 
lo que afecta principalmente a los modelos con mayores 
tiempos de ejecución. Los modelos gemma-2-2b (Q4_K_M) 
y phi-3.5-mini (Q2_K) exhiben un perfil de consumo 
intensivo, con valores cercanos a 4100 J y 3950 J por 
inferencia, respectivamente. Este gasto energético se asocia 
con tiempos de ejecución que superan los 100 s. 

También se debe considerar que las restricciones 
impuestas sobre el uso del procesador contribuyen a 
mantener un promedio de CPU cercano al 70 % durante 
periodos extendidos (Fig. 9a), generando una carga térmica 
sostenida superior a los 60 °C (Fig. 9c). En comparación, el 
modelo qwen2.5-1.5b (Q3_K_M) se presenta como la opción 
físicamente más eficiente, al reducir el uso de memoria RAM 
a aproximadamente 41 % (Fig. 9b) y el consumo energético 
total a cerca de 2500 J. Estos datos indican que, en escenarios 
donde la batería, la temperatura o la RAM disponible son 
restricciones críticas, qwen2.5-1.5b (Q3_K_M) puede ofrecer 
una alternativa viable desde el punto de vista físico. Sin 
embargo, esta ventaja se obtiene a costa de una menor calidad 
inferencial, como se evidenció en las métricas de F1-score y 
recall. 

En consecuencia, estos resultados muestran que no existe 
un único modelo óptimo para todos los criterios. Gemma y 
Phi ofrecen mejor calidad inferencial local, pero requieren 
mayor tiempo, energía y carga computacional. Qwen2.5-1.5b 
reduce el costo físico de ejecución, aunque sacrifica precisión 
funcional. Esta diferencia confirma que la selección del 
modelo debe realizarse en función de las prioridades del 
sistema: calidad de inferencia, eficiencia energética, 
disponibilidad de memoria, tolerancia a la latencia o 
privacidad de los datos. 

 
5.6 Resumen de la evaluación de los LLM usados 

 
La Tabla 2 sintetiza las métricas obtenidas durante la 

evaluación experimental, consolidando tres dimensiones: 
calidad de inferencia (F1-score, recall y precision), 
eficiencia temporal (latencia) y eficiencia física (uso de CPU, 
RAM, temperatura y energía). Esta comparativa permite 
identificar los compromisos entre precisión, velocidad y 
consumo de recursos en arquitecturas edge AI aplicadas a 
IoT.

 
 

Tabla 2. 
Comparativa de rendimiento por modelo LLM. 

Modelo Entorno F1-Score Recall Latencia (s) RAM (%) Energía (J) 
Qwen 2.5-7b Cloud 0.33 0.45 2.5 N/A N/A 

Phi-3.5-mini-128k Cloud 0.42 0.55 3.1 N/A N/A 
gemma-2-9b Cloud 0.35 0.48 2.8 N/A N/A 

gemma-2-2b (Q4_K_M) Local 0.38 0.50 115 62 4100 
phi-3.5-mini (Q2_K) Local 0.45 0.69 110 58 3950 

qwen2.5-1.5b (Q3_K_M) Local 0.20 0.35 76 41 2500 
Fuente: Propia. 
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La comparación permite diferenciar el uso más adecuado 
de cada modelo según las prioridades del sistema. Los 
modelos en la nube resultan convenientes cuando la 
velocidad de respuesta es el criterio principal y los datos no 
presentan alta sensibilidad, aunque su dependencia de 
servicios externos limita su pertinencia en escenarios 
asistenciales centrados en privacidad. Entre los modelos 
locales, phi-3.5-mini (Q2_K) es la opción más adecuada para 
tareas preventivas donde es preferible recuperar la mayor 
cantidad posible de acciones esperadas, como recordatorios 
de medicación, alertas ambientales o detección de 
inactividad, siempre que se incorpore validación para evitar 
acciones redundantes. gemma-2-2b (Q4_K_M) puede 
emplearse en escenarios que requieran un comportamiento 
más moderado y funcionalmente aceptable, aunque su mayor 
costo temporal y energético limita su uso continuo en 
dispositivos embebidos. 

Por su parte, qwen2.5-1.5b (Q3_K_M) resulta más 
apropiado para situaciones con restricciones severas de 
RAM, energía o temperatura, donde se priorice la eficiencia 
física sobre la completitud de las acciones generadas; por 
tanto, su uso sería más viable en tareas auxiliares, monitoreo 
ligero o inferencias de baja criticidad. En conjunto, las 
latencias locales son aceptables para los requisitos 
funcionales del escenario asistencial planteado, que no 
demandan respuesta en tiempo real duro. Así, OLLiE se 
posiciona en aplicaciones IoT tolerantes a latencia, donde la 
privacidad, la autonomía operativa y la continuidad del 
servicio justifican el uso de LLM cuantizados como capa de 
razonamiento contextual en el borde. 

 
6 Conclusiones y trabajos futuros 

 
La incorporación de los LLM en entornos de computación 

en el borde constituye una alternativa pertinente para 
sistemas domóticos asistenciales orientados al 
acompañamiento de personas adultas mayores. En este 
contexto, la arquitectura OLLiE demuestra que es posible 
integrar telemetría IoT, memoria contextual e inferencia local 
mediante LLM cuantizados para transformar estados actuales 
e históricos del entorno en acciones estructuradas de apoyo 
cotidiano, sin depender de servicios en la nube. Su principal 
aporte no radica en superar la velocidad de las soluciones 
cloud, sino en evidenciar la viabilidad de un enfoque local, 
reproducible y orientado a la privacidad, especialmente 
adecuado para escenarios tolerantes a latencia, como 
recordatorios, alertas ambientales, detección de inactividad 
prolongada o recomendaciones preventivas. 

La evaluación realizada confirma que no existe un 
modelo óptimo para todos los criterios, ya que la selección 
depende del equilibrio entre calidad inferencial, latencia, 
consumo energético y uso de memoria. Para el escenario 
asistencial planteado, phi-3.5-mini (Q2_K) se perfila como la 
alternativa local más adecuada cuando se prioriza la 
recuperación de acciones esperadas y la confiabilidad 
funcional, aunque requiere mecanismos complementarios de 
validación y filtrado para evitar acciones redundantes. Como 
trabajo futuro, se plantea optimizar los prompts, incorporar 
generación aumentada por recuperación con bases locales, 

evaluar modelos multimodales e integrar aceleradores 
hardware, con el fin de reducir la latencia y fortalecer el 
razonamiento local sin comprometer la privacidad. 
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